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• 线性模型：𝑓 𝒙 = 𝒘𝑇𝒙 + 𝑏

• 在分类任务中，分类逻辑为：ቊ
𝑦 = +1 𝑖𝑓 𝑓 𝒙 > 0

𝑦 = −1 𝑖𝑓 𝑓 𝒙 ≤ 0

以“树”的形式表示该逻辑 以在特征空间中的分类边界表示该逻辑
（dim 𝒙 = 2时）

回顾

𝒘𝑇𝒙 + 𝑏 ≥ 0 ?

Yes No

线性模型仅能给出简单（单层）的“树”，或简单的线性分隔超平面——

是否可以设计出具有比 sign(𝒘𝑇𝒙 + 𝑏) 逻辑更复杂的分类模型？

𝑥(1)

𝑥(2)

𝒘𝑇𝒙 + 𝑏 = 0

+1

-1
+1 -1



决策树
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• 决策树是一种常用的机器学习方法

• 定义：决策树是一种树形结构，包含一个根节点、若干个内部节
点和若干个叶节点。其中：

• 根节点包含样本全集

• 每个非叶节点对应于一个（特征）属性测试；其包含的样本集合根据属

性测试的结果被划分到子节点中

• 每个叶节点对应于决策结果（取多数类）



决策树
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• Example：
• 属性集：{𝐴: 是否认真工作 (±1), 𝐵: 是否具备好的视野 (±1), 𝐶: 是否喜欢吃香蕉 (±1)}
• 标签：是否是一个好的科学家 (𝑦 ∈ {±1})
• 一个可能的决策树：

是否认真工作？ (𝐴)

Yes No

-1是否具备好的视野？ (𝐵) 

+1 -1

序号 认真工作
𝑨

视野
𝑩

喜欢香蕉
𝑪

好科学家
𝒚

1 √ √ √ √

2 √ √ × √

3 √ × √ ×

4 × × × ×

5 × √ × ×

6 × × √ ×

7 × √ × ×

8 √ × √ ×

9 × √ × ×

Yes No

{1,2,3,4,5,6,7,8,9}
{+,+,-,-,-,-,-,-,-}

{1,2,3,8}
{+,+,-,-}

{4,5,6,7,9}
{-,-,-,-,-}

{1,2}
{+,+}

{3,8}
{-,-}

表：训练数据注：
{1,2…}表示data point序号
{+-}表示data point标签



决策树
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• Example：

在特征空间中的分类边界

𝐴

𝐵

+1-1

-1

yes

yes𝑛𝑜

𝑛𝑜

是否认真工作？ (𝐴)

Yes No

-1是否具备好的视野？ (𝐵) 

+1 -1

Yes No

{1,2,3,4,5,6,7,8,9}
{+,+,-,-,-,-,-,-,-}

{1,2,3,8}
{+,+,-,-}

{4,5,6,7,9}
{-,-,-,-,-}

{1,2}
{+,+}

{3,8}
{-,-}



决策树
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• Example：
• 在该分类树中，𝐴与𝐵均能很好地将训练样本不断划分为标签“纯度

(purity)”更高的子集。

• 理想情况下，每个叶节点只包含同类别的训练样本

是否认真工作？ (𝐴)

Yes No

-1是否具备好的视野？ (𝐵) 

+1 -1

Yes No

{1,2,3,4,5,6,7,8,9}
{+,+,-,-,-,-,-,-,-}

{1,2,3,8}
{+,+,-,-}

{4,5,6,7,9}
{-,-,-,-,-}

{1,2}
{+,+}

{3,8}
{-,-}



决策树
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• Example：
• 另一个可能的决策树：

• 在该分类树中，𝐶划分前后，样本集合中的标签“纯度”并没有显著提升
• 𝐶属性本身（是否喜欢吃香蕉）与预测目标（是否是一个好的科学家）没有直接

联系

是否喜欢吃香蕉？ (𝐶)

Yes No

{1,2,3,4,5,6,7,8,9}
{+,+,-,-,-,-,-,-,-}

{1,3,6,8}
{+,-,-,-}

{2,4,5,7,9}
{+,-,-,-,-}

… …

如何选择出最优划分属性？

序号 认真工作
𝑨

视野
𝑩

喜欢香蕉
𝑪

好科学家
𝒚

1 √ √ √ √

2 √ √ × √

3 √ × √ ×

4 × × × ×

5 × √ × ×

6 × × √ ×

7 × √ × ×

8 √ × √ ×

9 × √ × ×



最优划分属性
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• 如何选择出最优划分属性？

• 一般而言，随着划分的不断进行，我们希望决策树的分支节点所包含的样本子集
“纯度”不断增高

• 若我们可以找到某一个属性𝑀，根据属性𝑀的不同取值对当前节点包含的样本集
合进行划分后，每个子集都尽量只包含同类的标签

• 则该属性𝑀是一个较好的划分属性

• 训练：递归地使用当前最好的属性对训练集进行划分，直到纯度达到要求

是否认真工作？ (𝐴)

Yes No

-1

{+,+,-,-,-,-,-,-,-}

{-,-,-,-,-}{+,+,-,-}…
较好的划分

是否喜欢吃香蕉？ (𝐶)

Yes No

{+,-,-,-,-}{+,-,-,-}

… …
较差的划分

{+,+,-,-,-,-,-,-,-}



纯度度量与划分准则
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• 如何度量一个集合的纯度？

• 信息熵 (Information entropy)

• 基尼指数 (Gini index)

• 如何选择一个好的划分准则？

• 信息增益 (Information gain)

• 增益率 (Gain ratio)

• (属性的) 基尼指数 (Gini index)

详细讨论见附件



划分准则1：信息增益
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• 用信息熵度量样本集合𝐷的纯度：

• |⋅|表示集合元素数目，𝐷𝑘表示集合𝐷中标签为𝑘的子集，[𝐾]为标签集（𝐾分类）

• 属性𝐴对集合𝐷的信息增益：

𝑔 𝐷, 𝐴 = 𝐻 𝐷 − ෍

𝑖∈[𝑚]

𝐷𝐴=𝑎𝑖

|𝐷|
𝐻(𝐷𝐴=𝑎𝑖)

• 其中，属性𝐴的可能取值为{𝑎𝑖 ∣ 𝑖 ∈ [𝑚]}，𝐷𝐴=𝑎𝑖表示集合𝐷中样本属性𝐴取𝑎𝑖的子集。

• 若记随机变量𝑌为标签、随机变量𝑋为属性𝐴，则：

• 第二项为标签相对于属性的条件熵： σ𝑖∈[𝑚]
𝐷𝐴=𝑎𝑖

|𝐷|
𝐻 𝐷𝐴=𝑎𝑖 = 𝐻 𝑌 𝑋

• 信息增益为标签与属性之间的互信息：𝑔 𝐷, 𝐴 = 𝐼 𝑌, 𝑋

• 一般情况下，信息增益越大，则使用该属性进行划分所得到的“纯度提升”越大

𝐻 𝐷 = − ෍

𝑘∈[𝐾]

𝐷𝑘
|D|

log
𝐷𝑘
|D|



划分准则1：信息增益
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• 划分准则：选择信息增益最大的属性进行划分

• 对于该例，在根节点选择属性时：

𝐷 = data1~ data9

𝐻 𝐷 = (−
2

9
log

2

9
) + (−

7

9
log

7

9
) = 0.764

𝑔 𝐷, 𝐴 = 0.764 − (
4

9
−
2

4
log

2

4
−
2

4
log

2

4
+
5

9
−
5

5
log

5

5
− 0 )

= 0.764 − 0.444 + 0

= 𝟎. 𝟑𝟐𝟎

𝑔 𝐷, 𝐵 = 0. 225

𝑔 𝐷, 𝐶 = 0.0026

• 因此选择属性𝐴作为划分属性。

序
号

认真工作
𝑨

视野
𝑩

喜欢香蕉
𝑪

好科学家
𝒚

1 √ √ √ √

2 √ √ × √

3 √ × √ ×

4 × × × ×

5 × √ × ×

6 × × √ ×

7 × √ × ×

8 √ × √ ×

9 × √ × ×



划分准则1：信息增益
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• 划分后的平均信息熵为0（每一个𝐼的取值仅

有一个样本），信息增益最高！

• 𝑔 𝐷, 𝐼 = 0.764 − 0 = 𝟎. 𝟕𝟔𝟒

• 然而此时的决策树显然不具备任何泛化能力！

• 信息增益准则倾向于选择具备更多取值可能

的属性

• 如何解决？

序号
𝑰

认真工作
𝑨

视野
𝑩

喜欢香蕉
𝑪

好科学家
𝒚

1 √ √ √ √

2 √ √ × √

3 √ × √ ×

4 × × × ×

5 × √ × ×

6 × × √ ×

7 × √ × ×

8 √ × √ ×

9 × √ × ×

• 思考：若将“序号”( 𝐼 ) 也列为属性之一……



划分准则2：增益率
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• 解决方法：采用增益率作为划分准则。

• 属性𝐴的增益率定义为：

𝑔𝑅 𝐷, 𝐴 =
𝑔 𝐷, 𝐴

𝐻𝐴(𝐷)

• 其中，𝐻𝐴 𝐷 = −σ𝑖∈[𝑚]
𝐷𝐴=𝑎𝑖

𝐷
log

𝐷𝐴=𝑎𝑖

𝐷
描述属性𝑨本身的熵（不确定程度）

• 𝐻𝐴 𝐷 不同于 𝐻(𝐷𝐴=𝑎𝑖)！前者以𝐴作为”标签”衡量𝐴的纯度，后者是在衡量标签𝑦

本身的纯度（在𝐷𝐴=𝑎𝑖 上）

• 当属性𝐴具备较多的取值时，其本身在𝐷上的不确定性较高，𝐻𝐴 𝐷 较大，使得对应增
益率较低；一定程度上缓解了属性本身带来的高信息增益

• 在候选属性集合𝐹中选取使得划分后增益率最高的属性，即:
𝐴∗ = 𝑎𝑟𝑔𝑚𝑎𝑥𝐴∈𝐹 𝑔𝑅(𝐷, 𝐴)



划分准则2：增益率
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在上述例子中，
𝑔 𝐷, 𝐼 = 0.764 > 𝑔 𝐷, 𝐴 = 0.320

然而

𝑔𝑅 𝐷, 𝐼 =
0.764

(−
1
9
log

1
9
) ∗ 9

= 0.241

𝑔𝑅 𝐷, 𝐴 =
0.320

(−
4
9
log

4
9
−
5
9
log

5
9
)
= 0.323

𝑔𝑅 𝐷, 𝐼 = 0.241 < 𝑔𝑅 𝐷, 𝐴 = 0.323

• 根据增益率划分，仍旧应当选择𝐴作为最优划分属性

• 增益率准则对可取值数目较少的属性有所偏好

序号
𝑰

认真工作
𝑨

视野
𝑩

喜欢香蕉
𝑪

好科学家
𝒚

1 √ √ √ √

2 √ √ × √

3 √ × √ ×

4 × × × ×

5 × √ × ×

6 × × √ ×

7 × √ × ×

8 √ × √ ×

9 × √ × ×



属性的离散到连续

• 数据的属性可以连续吗？

• 是否认真工作 -> 每天工作时长
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序号 平均每天
工作时长

𝑨𝒄

视野
𝑩

喜欢香蕉
𝑪

好科学家
𝒚

1 10 √ √ √

2 8 √ × √

3 0 × √ ×

4 0 × × ×

5 4 √ × ×

6 2 × √ ×

7 6 √ × ×

8 0 × √ ×

9 4 √ × ×

序号 认真工作
𝑨

视野
𝑩

喜欢香蕉
𝑪

好科学家
𝒚

1 √ √ √ √

2 √ √ × √

3 √ × √ ×

4 × × × ×

5 × √ × ×

6 × × √ ×

7 × √ × ×

8 √ × √ ×

9 × √ × ×



属性的离散到连续

• 使用离散化技术：二分法

• 假设连续属性𝐴在训练样本集𝐷上有𝑚个取值，升序排序为
𝑎1, 𝑎2, … , 𝑎𝑚

• 可建立𝑚 − 1个候选划分点，合集为

𝑇𝐴 = {
𝑎𝑖+𝑎𝑖+1

2
|𝑖 = 1,… ,𝑚 − 1}

• 选取一个划分点，将属性𝐴二值化

• 对于每个候选属性，选择最大化信息增益的候选划分点作为实
际划分点，得到该侯选属性的信息增益；再选取信息增益最大
的侯选属性

𝐴∗, 𝑡∗ = argmax
𝐴∈𝐹,𝑡∈𝑇𝐴

𝑔(𝐷, 𝐴, 𝑡)

𝑔 𝐷, 𝐴, 𝑡 = 𝐻 𝐷 −
𝐷𝐴,𝑡,+

𝐷
𝐻 𝐷𝐴,𝑡,+ +

𝐷𝐴,𝑡,−

𝐷
𝐻 𝐷𝐴,𝑡,−

• 其中，𝐷𝐴,𝑡,+表示集合𝐷根据属性 𝐴 按 𝑡 二分后取正的子集
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序号 平均每
天工作
时长𝑨𝒄

视野
𝑩

喜欢香蕉
𝑪

好科学
家
𝒚

1 10 √ √ √

2 8 √ × √

3 0 × √ ×

4 0 × × ×

5 4 √ × ×

6 2 × √ ×

7 6 √ × ×

8 0 × √ ×

9 4 √ × ×



属性的离散到连续

• 以要求分为2类为例：只选取一个候选点，连续属性转为 {±1} 的
离散属性。

• 如右图，𝐴𝑐有6个取值{0,2,4,6,8,10}，5个候选划分点{1,3,5,7,9}

• 当取划分点=3时，二分为5正4负

• 当取划分点=7时，取得最大信息增益

𝐷 = data1 ~ data9 ,

𝐻 𝐷 = (−
2

9
log

2

9
) + (−

7

9
log

7

9
) = 0.764

𝑔 𝐷, 𝐴, 𝑡 = 3

= 0.764 −
5

9
−
2

5
log

2

5
−
3

5
log

3

5
+
4

9
−
4

4
log

4

4
− 0

= 0.225

𝑔 𝐷, 𝐴, 𝑡 = 7

= 0.764 −
2

9
−
2

2
log

2

2
− 0 +

7

9
−
7

7
log

7

7
− 0 = 𝟎. 𝟕𝟔𝟒
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序号 平均每
天工作
时长𝑨𝒄

认真工
作

𝑨𝒕=𝟑(取
划分点3)

认真工
作

𝑨𝒕=𝟕(取
划分点7)

好科学
家
𝒚

1 10 √ √ √

2 8 √ √ √

3 0 × × ×

4 0 × × ×

5 4 √ × ×

6 2 × × ×

7 6 √ × ×

8 0 × × ×

9 4 √ × ×



标签的离散到连续

• 数据的标签可以连续吗？
• 是否是一个好的科学家 -> 一个研究水平多高的科学家
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序号 认真工作
𝑨

视野
𝑩

喜欢香蕉
𝑪

科学家水
平打分

𝒚

1 √ √ √ 1

2 √ √ × 0.9

3 × √ √ 0.1

4 × × × 0

5 √ × × 0.5

6 × × √ 0

7 √ × × 0.5

8 × √ √ 0.1

9 √ × × 0.5

序号 认真工作
𝑨

视野
𝑩

喜欢香蕉
𝑪

好科学家
𝒚

1 √ √ √ √

2 √ √ × √

3 √ × √ ×

4 × × × ×

5 × √ × ×

6 × × √ ×

7 × √ × ×

8 √ × √ ×

9 × √ × ×



标签的离散到连续

• 数据的标签可以连续吗？
• 是否是一个好的科学家 -> 一个研究水平多高的科学家

• 分类问题 -> 回归问题

• 决策树 -> 回归树
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ത𝑦 = 0.05

是否认真工作？ (𝐴)

Yes No

是否具备好的视野？ (𝐵) 

Yes No

{1,2,3,4,5,6,7,8,9}

{1,2,5,7,9}
{3,4,6,8}

{1,2} {5,7,9}

ത𝑦 = 0.4

ത𝑦 = 0.68

ത𝑦 = 0.95 ത𝑦 = 0.5

注： {1,2…}表示data point序号 ത𝑦表示该节点预测的水平打分均值

序号 认真工作
𝑨

视野
𝑩

喜欢香蕉
𝑪

科学家水
平打分

𝒚

1 √ √ √ 1

2 √ √ × 0.9

3 × √ √ 0.1

4 × × × 0

5 √ × × 0.5

6 × × √ 0

7 √ × × 0.5

8 × √ √ 0.1

9 √ × × 0.5



标签的离散到连续

• 数据的标签可以连续吗？
• 是否是一个好的科学家 -> 一个研究水平多高的科学家

• 分类问题 -> 回归问题

• 决策树 -> 回归树
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离散标签（分类问题） 连续标签（回归问题）

离散属性 决策树 回归树

连续属性 决策树+离散化技术 回归树+离散化技术



回归树

• 保留决策树的结构

• 通过 L2 Loss 重新定义集合𝐷的纯度

• 离散：信息熵、基尼指数

• 连续：

• 其中，属性𝐴的可能取值为{𝑎𝑖 ∣ 𝑖 ∈ [𝑚]} ，𝐷𝐴=𝑎𝑖表示集合𝐷中样本属性𝐴

取𝑎𝑖的子集。ത𝑦𝐷作为某节点标签的平均值，也表示该节点的预测标签。
22

ത𝑦𝐷 =
1

|𝐷|
෍

𝑗∈𝐷

𝑦𝑗

𝐿 𝐷 = ෍

𝑗∈𝐷

(𝑦𝑗−ത𝑦𝐷)
2 𝐿 𝐷, 𝐴 = ෍

𝑖∈[𝑚]

𝐿(𝐷𝐴=𝑎𝑖)

𝐴∗ = argmin
𝐴∈𝐹

𝐿(𝐷, 𝐴)

样本方差（未除以|𝐷|）

样本均值



• 对于该例，在根节点选择属性时：𝐷 = data1 ~ data9

𝐿 𝐷 = 1 − 0.4 2 + 0.9 − 0.4 2 + 3 × 0.5 − 0.4 2 + 2 × 0.1 − 0.4 2 + 2 × 0 − 0.4 2 = 1.14

𝐿 𝐷, 𝐴 = 1 − 0.68 2 + 0.9 − 0.68 2 + 3 × 0.5 − 0.68 2 + 2 × 0.1 − 0.05 2 + 2 × 0 − 0.05 2 = 𝟎. 𝟐𝟓𝟖

𝐿 𝐷, 𝐵 = 1.0275

𝐿 𝐷, 𝐶 = 1.068

• 因此选择属性𝐴作为划分属性。

回归树
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序号 认真工作
𝑨

视野
𝑩

喜欢香蕉
𝑪

科学家水
平打分

𝒚

1 √ √ √ 1

2 √ √ × 0.9

3 × √ √ 0.1

4 × × × 0

5 √ × × 0.5

6 × × √ 0

7 √ × × 0.5

8 × √ √ 0.1

9 √ × × 0.5

ത𝑦 = 0.05, 𝐿 = 0.01

是否认真工作？ (𝐴)

Yes No

是否具备好的视野？ (𝐵) 

Yes No

{1,2,3,4,5,6,7,8,9}

{1,2,5,7,9}
{3,4,6,8}

{5,7,9}

ത𝑦 = 0.4, 𝐿 = 1.14

ത𝑦 = 0.68, 𝐿 = 0.248

ത𝑦 = 0.95, 𝐿 = 0.005 ത𝑦 = 0.5, 𝐿 = 0.00
注：

{1,2…}表示data point序号
ത𝑦表示该节点预测的水平打分， 𝐿表示Loss值



树模型训练伪代码
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终止条件：属性集𝐹为空，或只剩一个样本

也可以用一些提前终止条件，如深度达到某
一上限、或纯度分数好于某一阈值

遍历所有当前属性集中的属性，计算纯度分
数，选择分数最好的属性𝐴

按选择的属性划分样本集𝐷, 在每个子集𝐷𝐴=𝑎𝑖

上递归使用𝐹 − 𝐴构建决策树



树模型训练伪代码
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集成学习(ensemble learning)

• 集成学习 = 多个个体学习器 + 结合策略

• 个体学习器
• 例子：线性模型，决策树

• 要求：“好而不同”

• 例子：随机森林

26



随机森林(Random forest)

• 个体学习器：决策树

• 结合策略：样本扰动+属性扰动

• 步骤：
• 对于每一个决策树，对训练集进行随机采样得到一个独立的训练集

（样本扰动）

• 对于每一个决策树，只选择数据集中的一部分样本特征进行子树划分训练
（属性扰动）

• 最后，用所有训练好的决策树的平均预测（如多数类）作为对测试样本的
输出

27
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• 决策树

• 比线性模型决策逻辑更复杂：非线性分类边界

• 划分准则：信息增益、增益率、基尼系数

• 连续属性（离散化，二分法）

• 连续标签（回归树，L2 Loss衡量纯度）

• 随机森林（集成多棵决策树）

总结
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从理性规则，到感知智能

决策树

• 清晰透明：每一步决策都透明，逻

辑链条一目了然。

• 高效稳健：对于结构化数据快速、

可靠。

• 人类思维：它延伸了我们的判断力，

将专家经验编码为可执行的规则。

神经网络

• 黑箱之魅：当问题复杂到无法用规则描述，

我们转向能自我探索规律的“大脑”。

• 感知万物：图像、声音、语言...它赋予机

器理解混沌世界的能力。

• 无限潜能：从海量数据中挖掘深不可测的

模式，逼近智能的边界。

我们已掌握了如何用清晰的
规则，让机器学会“思考”。

接下来我们将挑战规则的极
限，教会机器如何“感知”。



附件
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熵的基本知识
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• 熵是热力学和信息论中的一个重要概念，用于描述系统的混乱程度或者
不确定性。在信息论中，熵被定义为一个随机变量的不确定性
• 注：以下均为信息论中定义的熵

• 对于离散型随机变量 𝑋，服从概率分布 𝑝(𝑥)，其信息熵定义为：

𝐻 𝑋 = −෍

𝑥

𝑝 𝑥 log2 𝑝 𝑥 =෍

𝑥

𝑝 𝑥 log2
1

𝑝 𝑥

• 定义理解
• 信息熵𝐻 𝑋 为系统内不同事件(𝑋取不同值)的“信息量”的期望值 𝔼𝑥[log2

1

𝑝(𝑥)
]

• 对于某发生的事件 𝑋 = 𝑥，其发生的概率 𝑝 𝑥 越小，则包含的“信息量”越大
• 当 𝑋 = 𝑥 为一确定事件，即 𝑝 𝑥 = 1时，其所包含的“信息量”最小（=0）

• 因此可以用log2
1

𝑝 𝑥
来描述该事件所包含的“信息量”



熵的基本知识
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𝐻 𝑋 = −෍

𝑥

𝑝 𝑥 log2 𝑝 𝑥

• 熵的一些基本性质

• 𝐻 𝑋 ≥ 0

• 当且仅当𝑝(𝑥)为一个“确定分布”时（即存在一个确定事件概率为1，其他事件概率为0），
𝐻 𝑋 = 0

• 由于log2 𝑥为凹函数，由琴生不等式可以得到： 𝐻 𝑋 = 𝔼𝑥 log2
1

𝑝 𝑥
≤ log2 𝔼𝑥

1

𝑝 𝑥
=

log2𝑛 (𝑛为可能的事件个数)

• 等号成立条件为 ∀𝑥, 𝑝 𝑥 =
1

𝑛

• 即，所有事件等概率时，不确定性最大，此时达到最大熵log2𝑛

• 当𝑋仅有两种可能的取值𝑥1, 𝑥2时，𝐻 𝑋 随着𝑝(𝑥1)的变化曲线

• 例如抛硬币，当正反两面等可能时不确定性最大



熵的基本知识
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• 联合熵 (Joint Entropy)
• 在离散情况下，一个联合概率分布𝑝(𝑥, 𝑦)的联合熵定义为：

𝐻 𝑋, 𝑌 = −෍

𝑥

෍

𝑦

𝑝 𝑥, 𝑦 log2 𝑝 𝑥, 𝑦

• 联合熵描述一个联合概率分布的不确定程度。

• 条件熵 (Conditional Entropy)
• 条件熵描述在已知随机变量𝑋的条件下随机变量𝑌的不确定性。

• 在离散情况下，且在已知随机变量𝑋时，随机变量𝑌的条件熵为：

𝐻 𝑌 ∣ 𝑋 =෍

𝑥

𝑝 𝑥 𝐻 𝑌 𝑋 = 𝑥 = −෍

𝑥

෍

𝑦

𝑝 𝑥, 𝑦 log2 𝑝 𝑦 ∣ 𝑥



熵的基本知识
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• 条件熵 (Conditional Entropy)

𝐻 𝑌 ∣ 𝑋 = −෍

𝑥

෍

𝑦

𝑝 𝑥, 𝑦 log2 𝑝 𝑦 ∣ 𝑥

• 推导过程：

𝐻 𝑌 ∣ 𝑋 =෍

𝑥

𝑝 𝑥 𝐻 𝑌 𝑋 = 𝑥

= −෍

𝑥

𝑝 𝑥 ෍

𝑦

𝑝 𝑦 𝑥 log2 𝑝(𝑦 ∣ 𝑥)

= −෍

𝑥

෍

𝑦

𝑝 𝑥, 𝑦 log2 𝑝 𝑦 ∣ 𝑥



熵的基本知识
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• 条件熵与联合熵具有关系：
𝐻 𝑋, 𝑌 = 𝐻 𝑌 + 𝐻 𝑋 𝑌 = 𝐻 𝑋 + 𝐻 𝑌 𝑋 = 𝐻(𝑌, 𝑋)

• 证明

𝐻 𝑌 + 𝐻 𝑋 𝑌 = −෍

𝑦

𝑝 𝑦 log2 𝑝 𝑦 −෍

𝑥

෍

𝑦

𝑝 𝑥, 𝑦 log2 𝑝 𝑥 ∣ 𝑦

= −σ𝑦σ𝑥 𝑝 𝑥, 𝑦 log2 𝑝 𝑦 − σ𝑥σ𝑦 𝑝 𝑥, 𝑦 log2 𝑝 𝑥 ∣ 𝑦

= −σ𝑥σ𝑦(𝑝 𝑥, 𝑦 log2 𝑝 𝑦 + 𝑝 𝑥, 𝑦 log2(
𝑝 𝑥,𝑦

𝑝 𝑦
))

= −σ𝑥σ𝑦 𝑝 𝑥, 𝑦 log2 𝑝 𝑥, 𝑦 =𝐻 𝑋, 𝑌

其中，σ𝑥 𝑝 𝑥, 𝑦 = 𝑝 𝑦 （边缘概率定义）， 𝑝 𝑥 ∣ 𝑦 =
𝑝 𝑥,𝑦

𝑝 𝑦
（条件概率定义）

其他同理



熵的基本知识
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• 互信息 (Mutual Information)
• 在离散情况下，两个随机变量𝑋和𝑌的互信息为：

𝐼 𝑋, 𝑌 = 𝐻 𝑋 + 𝐻 𝑌 − 𝐻 𝑋, 𝑌

• 结合上式，有：
𝐼 𝑋, 𝑌 = 𝐻 𝑋 − 𝐻 𝑋 𝑌 = 𝐻 𝑌 − 𝐻 𝑌 𝑋

• 由此可见，互信息描述𝑌中“包含”𝑋
（或𝑋中“包含” 𝑌 ）的信息量

• 结合定义及前式，有若干结论：
• 𝐼 𝑋, 𝑌 = 𝐼 𝑌, 𝑋

• 𝐼 𝑋, 𝑋 = 𝐻 𝑋

• 𝑋, 𝑌相关性越强， 𝐼 𝑋, 𝑌 越大

• 𝑋, 𝑌相互独立时 (𝑝 𝑥, 𝑦 = 𝑝 𝑥 𝑝(𝑦))，𝐼 𝑋, 𝑌 = 0

𝐻 𝑋 𝐻(𝑌)

𝐻 𝑋 ∣ 𝑌 𝐻 𝑌 ∣ 𝑋𝐼(𝑋, 𝑌)

𝐻(𝑋, 𝑌)

几类熵的关系



划分准则1：信息增益
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• 用信息熵度量样本集合𝐷的标签纯度：

𝐻 𝐷 = − ෍

𝑘∈[𝐾]

𝐷𝑘
|D|

log
𝐷𝑘
|D|

• ⋅ 表示集合元素数目，𝐷𝑘表示集合𝐷中标签为𝑘的子集，[𝐾]为标签集（𝐾分类）

• 𝐻 𝐷 即为经验分布下标签的信息熵

• 𝐻 𝐷 越低，样本集合𝐷的纯度越高，当𝐷中样本均属某一类𝑘时， 𝐻 𝐷 = 0

{1,2,3,4,5,6,7,8,9}
{+,+,-,-,-,-,-,-,-}

𝐻(𝐷) =? ?



划分准则3：基尼指数
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• 基尼指数 (Gini index)：另一种度量样本集合𝐷纯度的方法

Gini 𝐷 = ෍

𝑘∈[𝐾]

𝐷𝑘
𝐷

1 −
𝐷𝑘
𝐷

= 1 − ෍

𝑘∈[𝐾]

𝐷𝑘
𝐷

2

• |⋅|表示集合元素数目，𝐷𝑘表示集合𝐷中标签为𝑘的子集，[𝐾]为标签集（𝐾分类）

Gini 𝐷 ≈ ෍

𝑘∈[𝐾]

𝑃(𝑦 = 𝑘)(1 − (𝑃 𝑦 = 𝑘 )

• 反映随机抽取2个样本，其类别不一样的概率

• 类似于信息熵，当只有2种可能取值时，基尼指数和

信息熵随取值概率的变化变化曲线如右图



划分准则3：基尼指数
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• 集合𝐷的基尼指数：

Gini 𝐷 = ෍

𝑘∈[𝐾]

𝐷𝑘
𝐷

1 −
𝐷𝑘
𝐷

= 1 − ෍

𝑘∈[𝐾]

𝐷𝑘
𝐷

2

• 属性A对集合𝐷的基尼指数：

Gini 𝐷, 𝐴 = ෍

𝑖∈[𝑚]

𝐷𝐴=𝑎𝑖

|𝐷|
𝐺𝑖𝑛𝑖(𝐷𝐴=𝑎𝑖)

• 其中，属性𝐴的可能取值为{𝑎𝑖 ∣ 𝑖 ∈ [𝑚]}，𝐷𝐴=𝑎𝑖表示集合𝐷中样本属性𝐴取𝑎𝑖的子集

• 在候选属性集合𝐹中选取使得划分后基尼指数最小的属性(平均纯度最大)，
即:

𝐴∗ = 𝑎𝑟𝑔𝑚𝑖𝑛𝐴∈𝐹 Gini(𝐷, 𝐴)



划分准则3：基尼指数
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• 对于该例，在根节点时选择属性时：

𝐷 = data1 ~ data9

Gini 𝐷 = 1 −
2

9

2

−
7

9

2

= 0.346

Gini 𝐷, 𝐴 =
4

9
1 −

2

4

2

−
2

4

2

+
5

9
1 −

5

5

2

= 0.222 + 0
= 𝟎. 𝟐𝟐𝟐

Gini 𝐷, 𝐵 = 0. 267
Gini 𝐷, 𝐶 = 0.344

• 因此选择属性𝐴作为划分属性

序号 认真工作
𝑨

视野
𝑩

喜欢香蕉
𝑪

好科学家
𝒚

1 √ √ √ √

2 √ √ × √

3 √ × √ ×

4 × × × ×

5 × √ × ×

6 × × √ ×

7 × √ × ×

8 √ × √ ×

9 × √ × ×



三个划分准则（复习）
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• 信息熵：𝐻 𝑋 = −σ𝑥 𝑝 𝑥 log2 𝑝 𝑥 = σ𝑥 𝑝 𝑥 log2
1

𝑝 𝑥

• 样本集合𝐷的标签纯度：𝐻 𝐷 = −σ𝑘∈[𝐾]
𝐷𝑘

|D|
log

𝐷𝑘

|D|

① 属性𝐴对集合𝐷的信息增益：𝑔 𝐷, 𝐴 = 𝐻 𝐷 − σ𝑖∈[𝑚]
𝐷𝐴=𝑎𝑖

|𝐷|
𝐻(𝐷𝐴=𝑎𝑖)

② 属性𝐴的增益率：𝑔𝑅 𝐷, 𝐴 =
𝑔 𝐷,𝐴

𝐻𝐴(𝐷)
， 𝐻𝐴 𝐷 = −σ𝑖∈[𝑚]

𝐷𝐴=𝑎𝑖

𝐷
log

𝐷𝐴=𝑎𝑖

𝐷

③ 属性A对集合𝐷的基尼指数：Gini 𝐷, 𝐴 = σ𝑖∈[𝑚]
𝐷𝐴=𝑎𝑖

|𝐷|
𝐺𝑖𝑛𝑖(𝐷𝐴=𝑎𝑖)

Gini 𝐷 = σ𝑘∈[𝐾]
𝐷𝑘

𝐷
1 −

𝐷𝑘

𝐷
= 1 −σ𝑘∈[𝐾]

𝐷𝑘

𝐷

2



三个划分准则（复习）
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① 属性𝐴对集合𝐷的信息增益：𝑔 𝐷, 𝐴

② 属性𝐴对集合𝐷的增益率：𝑔𝑅 𝐷, 𝐴 =
𝑔 𝐷,𝐴

𝐻𝐴(𝐷)

③ 属性A对集合𝐷的基尼指数：Gini 𝐷, 𝐴
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