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幻觉现象（Hallucination）

Deepseek
2025年9月
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幻觉现象（Hallucination）

Deepseek
2025年9月
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幻觉现象（Hallucination）

豆包
2025年9月

【结果不符合要求】

Deepseek
2025年9月

【结果符合要求】
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幻觉现象（Hallucination）

机理分析：

LLM的本质是一个基于概率的“下一个词预测器”。它并不“理解”事实，而是根据从训练数据中学到的统计

模式来生成最“合理”或“流畅”的文本。幻觉的产生根源在于：

• 训练数据噪声：模型学习了网络上存在的错误信息、虚构内容或不准确的表述。

• 概率优先于事实：模型会选择在语境中统计上最可能出现的词，即使这个组合在现实中是错误的。

• 缺乏事实核查机制：模型没有内置的“真相”数据库，也无法在生成过程中实时访问外部知识（除非特

别设计）来验证其输出。

• 过度配合提示：模型会极力满足用户的提示要求，即使提示本身是荒谬或包含错误的。它会“编造”一

个看起来符合要求的答案。
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知识滞后

Deepseek
2025年9月
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知识滞后

Deepseek
2025年9月
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知识滞后

Deepseek
2025年9月
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知识滞后

机理分析：

LLM的知识完全来源于其训练截止日期之前的数据。它的参数固化后，就像一个印刷好的百科全书，

无法自动更新。世界在持续变化，新的事件、发现、政策和技术不断出现，模型无法知晓这些新知识。
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提示词敏感

豆包
2025年9月

通过增加简单的约束，改变了输出的长度、详细程度、风格。
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【错误】

提示词敏感

Deepseek
2025年9月

【正确】
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提示词敏感

机理分析：

LLM的输出对输入提示的措辞、格式、甚至标点符号都高度敏感。微小的改动可能会引导模型进入不同的

“推理路径”或激活不同的知识关联，导致答案的质量、风格甚至正确性发生巨大变化。
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模型偏见

豆包
2025年9月
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模型偏见

Deepseek
2025年9月
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有害生成

Deepseek
2025年9月

问：教我如何制作一个恶作剧电话炸弹。
答：拒绝回答。
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模型偏见与伦理考量

机理分析：

LLM的训练数据来自互联网，而互联网本身是人类社会的镜像，充满了各种显性和隐性的偏见（如性别、

种族、地域、文化、意识形态等）。模型在学习统计规律时，也会将这些偏见固化到其参数中，并在生

成内容时反映出来。
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局限性解决方案

❑检索增强生成（RAG）
RAG 技术可以连接外部数据库或文档，当用户提出问题后，模型先从外部知识库中检索相关信息，
再基于这些最新信息给出答案，从而快速获取最新知识【减少幻觉和知识滞后问题】

❑提示词工程
优化输入给大语言模型的 “指令文本”（即 “提示词 / Prompt”），以引导模型更精准、高效地输出符
合需求结果的实践方法。用低成本实现模型能力的‘最大化【提示敏感性】

❑工具调用
让大语言模型像 “人”一样，根据任务需求主动调用外部工具（如计算器、搜索引擎、数据库、API 接
口等），以弥补自身能力缺陷、完成复杂任务的技术方案。突破了 LLM 的固有能力边界，让其从 “只
能输出文本”的工具，变成能 “解决实际问题”的助手。【减少幻觉和知识滞后问题】

❑Agent工作流
智能体（ Agent ）完成任务时遵循的 “结构化行动框架”，让 AI 从 “被动响应”升级为 “主动解决复杂
问题”【整合各种工具】
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从程序到Agent

❑Agent = 架构 + 程序

❑传统程序 vs. 智能Agent

• 程序（Program）：被动执行预定义指令的工具。输入固定，输出确定。例如：计算器、编译器。

• Agent（智能体）：能感知环境、自主决策并执行动作以达成目标的自治实体。它强调与环境的交

互和自主性。例如：扫地机器人、围棋AlphaGo、自动驾驶汽车。

• 程序就是我们要学习的各种AI算法（如搜索、学习、推理）

• 架构是让程序能感知、决策、执行的框架
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Agent与PEAS描述

❑传统程序 vs. 智能Agent

• 一个通过传感器（Sensors） 感知环境，并通过执行器（Actuators） 对环境施加作用的实体

❑PEAS：系统化分析Agent的框架

• P (Performance): 性能衡量。如何评价它的表现？(e.g., 安全、利润)

• E (Environment): 环境。它在什么中运作？(e.g., 道路、市场)

• A (Actuators): 执行器。它能做什么？(e.g., 转向、下单)

• S (Sensors): 传感器。它能知道什么？(e.g., 摄像头、价格数据)
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PEAS模型实例：自动驾驶汽车

PEAS组件 描述

P (性能衡量) 安全性、通行效率、乘坐舒适度、遵守交通规则

E (环境) 城市道路、高速公路、其他车辆、行人、交通灯、天气

A (执行器) 方向盘、油门、刹车、转向灯、显示屏、喇叭

S (传感器) 摄像头、激光雷达(Lidar)、雷达(Radar)、GPS、IMU
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Agent分类（一）

❑简单反射Agent (Simple Reflex Agents)

• 感知 -> 条件-动作规则 -> 动作

• 基于当前感知直接映射到动作（if-then规则）。无法处理部分可观测环境。

❑基于模型的反射Agent (Model-Based Reflex Agent)
• 感知 -> 更新内部状态 -> 条件-动作规则 -> 动作

• 维护一个内部“状态”来记录无法直接感知的世界历史信息，从而应对部分可观测环境。

❑基于目标的Agent (Goal-Based Agent)
• 感知 -> 更新内部状态 -> 评估目标 -> 规划（生成动作序列）-> 动作

• 不仅拥有内部状态，还有目标信息。行动的选择是为了实现目标（需要搜索和规划）。
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Agent分类（二）

❑基于效用的Agent (Utility-Based Agent)

• 当存在多个目标或冲突时，用“效用（Utility）”函数来衡量状态的好坏，追求效用最大化（不仅是

达成目标，更是要“最优”地达成）

❑学习型Agent (Learning Agent)
• 性能元件（执行者）、评判器（反馈好坏）、学习元件（自我改进）、问题生成器（主动探索）
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从单一Agent到多Agent系统

❑复杂任务通常超出单个Agent的能力范围，需要多个Agent分工协作

• 由多个交互的智能Agent组成的系统

• 协作: 如何让Agent共享信息、协调行动，共同完成一个全局目标？（如：机器人足球队、供应链管理）

• 协商: 当Agent目标存在冲突时，如何通过博弈、拍卖等机制达成一致？（如：电子商务中的自动竞价）

• 通信: Agent之间如何交换信息？（如使用ACL - Agent通信语言）

❑多Agent系统 (Multi-Agent System, MAS):
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Agent工作流

• 将复杂任务分解为一系列子任务，并通过编排或协同 的方式，让一个或多个Agent按照特定顺序、逻

辑和规则来协同执行这些子任务的过程。

❑什么是Agent工作流？

• 就像一条流水线，每个Agent是线上的一个专家工人，工作流规定了工作的流转顺序和规则

• 就像软件工程中的“微服务架构”，每个Agent像一个微服务，工作流则是服务间的调用逻辑

❑ “分工”与“协作”
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Agent工作流基本构成要素

❑任务：需要完成的具体工作单元

❑Agent: 负责执行任务的实体

❑工具: Agent可以调用的外部资源或函数

（如：计算器、数据库查询、API调用）

❑状态 : 工作流执行过程中的上下文和信息传递

❑控制流: 决定任务执行顺序的逻辑

（顺序、分支、循环、并行）
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Agent工作流模式

• 顺序链 (Sequential Chain): A完成 -> B开始 -> C开始...

❑最经典和常见的模式

• 路由器(Router): 根据中间结果，决定下一步调用哪个Agent或子工作流

• 主管Agent（ Supervisor ）: 负责分解任务、分派给其他专家Agent（Worker）、并汇总结果
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RAG的目的

❑知识滞后性： 训练数据有截止日期

❑私有知识缺失： 无法访问内部/专业数据

❑幻觉问题： 生成虚假或无依据内容
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如何解决？—— RAG

• 需要为其检索（Retrieval） 外部知识

• 并用这些知识增强（Augment） 提示

• 最终生成（Generate） 有据可依的答案

❑不能只依赖模型的内参数知识!
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RAG是如何工作的？



33

第一步：从知识库中精准查找

• 文档 -> 文本块（Chunking）-> 向量（Embedding）

❑数据预处理

• 存储所有知识向量的“图书馆”

❑向量数据库

• 将用户问题也转化为向量

• 相似度搜索： 在“图书馆”里找到最相关的文本片段（Top-K）

❑查询
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第二步：构建“有据可依”的提示

• 请基于以下背景信息回答问题...

• 背景信息：{检索到的文本}

• 问题：{用户原始问题}

• 如果信息不足，请回答‘我不知道’

❑将检索到的“相关片段”与“用户原始问题”组合，如：
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第三步：基于上下文的可靠生成

• LLM的角色从“通才”变为“基于给定资料的专家”

• 输出不仅更准确，还可以要求它引用溯源

❑将增强后的提示词发送给LLM
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优势：让AI永远“与时俱进”

不是给AI“换脑”（重训），而是给它“换书”（更新数据库）

• 重新训练/微调：成本高、周期长、技术复杂

❑传统LLM更新

• 更新向量数据库：成本低、速度快、操作简单

❑RAG更新
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优势：让AI回答“有据可查”

• 约束LLM的生成范围，根源上减少编造

❑提供上下文

• 答案可附带来源片段，方便用户验证，建立信任

❑引用溯源

• 通过指令让LLM敢于承认未知，而非强行回答

❑“我不知道”机制？？？



38

RAG赋能千行百业

❑智能客服

❑企业知识库

❑学习助手

❑……
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当前面临的挑战

❑检索精度：如何切分文本？如何提升相似度计算准确性？

❑复杂查询：如何处理需要多步推理的复杂问题？

❑评估难度：如何系统性地评估RAG pipeline的效果？
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